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马氏度量下局部化广义特征值最接近支持向量机

周健航１ꎬ杨绪兵１ꎬ张福全１ꎬ业巧林１ꎬ许等平２
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[摘要] 　 局部化广义特征值最接近支持向量机(Ｌｏｃａｌｉｚｅｄ ＧＥＰＳＶＭꎬＬＧＥＰＳＶＭ)是从广义特征值最接近支持向

量机(ＧＥＰＳＶＭ:Ｐｒｏｘｉｍａｌ Ｓｕｐｐｏｒｔ Ｖｅｃｔｏｒ Ｍａｃｈｉｎｅ ｖｉａ Ｇｅｎｅｒａｌｉｚｅｄ Ｅｉｇｅｎｖａｌｕｅｓ)衍生而来ꎬ其原理是在 ＧＥＰＳＶＭ通过

求解广义特征值获得两个彼此不平行的超平面的基础上ꎬ分别求解两个超平面的凸壳ꎬ修改 ＧＥＰＳＶＭ 的分类判

据为将测试样本归为距其最近凸壳所属的那一类. 分析和实验表明ꎬＬＧＥＰＳＶＭ 较之 ＧＥＰＳＶＭ 具有更高的分类

精度. 然而ꎬ由于 ＬＧＥＰＳＶＭ在训练和分类过程中都涉及凸壳计算问题ꎬ因而费时较多. 为了缓解这一问题ꎬ本文

提出的基于马氏度量的最小椭圆凸壳算法 ＭＬＧＥＰＳＶＭ(ＬＧＥＰＳＶＭ ｂａｓｅｄ ｏｎ Ｍａｈａｌａｎｏｂｉｓ Ｍｅｔｒｉｃ)ꎬ即分类时只需

要判断样本与对应椭圆凸壳的距离. 较之 ＬＧＥＰＳＶＭ和 ＧＥＰＳＶＭꎬＭＬＧＥＰＳＶＭ具有如下几个特点:(１)给出了马

氏度量下的椭圆凸壳计算方法ꎬ(２)分类速度更快ꎬ(３)更低的存储空间ꎬ每类样本仅需存储椭圆凸壳(可通过中

心和协方差表示)ꎬ而不是所有的凸壳顶点. 在人工和标准数据集上的实验ꎬ验证了 ＭＬＧＥＰＳＶＭ的上述性能.
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支持向量机(Ｓｕｐｐｏｒｔ Ｖｅｃｔｏｒ ＭａｃｈｉｎｅꎬＳＶＭ)是基于统计学习和结构风险最小理论提出的ꎬ它采用间隔

来度量模型的泛化能力ꎬ在兼顾经验误差最小的同时ꎬ最大化两类样本间的间隔. 然而ꎬ由于 ＳＶＭ 的训练

时间较长(需要求解二次规划问题)ꎬ不适合大规模分类任务. 为缓解这一问题ꎬ后继学者提出了多种改良

版本ꎬ例如 ＬＳＳＶＭ(Ｌｅａｓｔ Ｓｑｕａｒｅ ＳＶＭ) [１]ꎬＲｅｄｕｃｅｄ ＳＶＭ[２]ꎬＰＳＶＭ(Ｐｒｏｘｉｍａｌ ＳＶＭ) [３]和 ＧＥＰＳＶＭ[４]等.
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ＰＳＶＭ采用两个彼此平行的超平面来分别拟合两类样本ꎬ使得分类超平面的求解问题可通过计算线

性方程组完成ꎬ简化了传统 ＳＶＭ的求解过程ꎬ而 ＧＥＰＳＶＭ进一步弱化了 ＰＳＶＭ 的拟合平面必须平行的约

束条件ꎬ即采用两个不平行的平面(ｎｏｎｐａｒａｌｌｅｌ ｐｌａｎｅｓ)来拟合样本ꎬ导出的问题可通过求解两个广义特征

值问题. 实验结果表明ꎬＧＥＰＳＶＭ与 ＳＶＭ、ＰＳＶＭ具有相当的分类性能ꎬ但它尤其适合解决异或问题. 借鉴

ＰＳＶＭ和 ＧＥＰＳＶＭ 的设计思想ꎬ后继学者进行了大量的拓展研究ꎬ如 ＤＧＥＰＳＶＭ (Ｄｉｓｔａｎｃｅ Ｄｉｆｆｅｒｅｎｃｅ
ＤＧＥＰＳＶＭ) [６]、ＴＷＳＶＭ(Ｔｗｉｎ ＳＶＭ) [５]、ＰＣＣ(Ｐｒｏｘｉｍａｌ Ｃｌａｓｓｉｆｉｅｒ ｗｉｔｈ Ｃｏｎｓｉｓｔｅｎｃｙ) [７]等. 就 ＧＥＰＳＶＭ的分类

规则(将待测样本归为距其最近的超平面)而言ꎬ势必在两个拟合平面的交叉区域产生大量错分样本. 针
对这个问题ꎬＹａｎｇ和 Ｃｈｅｎ提出了 ＬＧＥＰＳＶＭ[８]:在拟合超平面上先计算两个凸壳(如文献[８]图 ３ 所示的

两个线段)ꎬ然后将待测样本归为距凸壳最近的那一类. 分析和实验表明ꎬＬＧＥＰＳＶＭ 的分类性能要优于

ＧＥＰＳＶＭ. 采用凸壳的局部化思想ꎬ与 ＳＶＭ或 ＧＥＰＳＶＭ结合ꎬ亦设计出了很多新算法ꎬ如 ＬＣＴＳＶＭ[９－１０]等ꎬ
这些算法均表现出了能够降低计算开销、提高分类性能的特点.

由文献[８]知ꎬＬＧＥＰＳＶＭ 的训练和归类速度均低于 ＧＥＰＳＶＭꎬ其本质原因在于:(１)训练过程中ꎬ
ＬＧＥＰＳＶＭ是在获得拟合超平面基础上计算凸壳ꎻ(２)样本归类过程中ꎬＬＧＥＰＳＶＭ需要计算每一个待测样

本的投影与其最近的两个凸壳顶点距离ꎬ进而判断待测样本与凸壳的距离以实现归类. 因而无法进行批

量处理. 本文拟采用马氏度量来设计归类判据ꎬ以加快分类速度ꎬ期望弥补 ＬＧＥＰＳＶＭ的上述不足. 由于马

氏度量更能融入样本的结构信息ꎬ具备尺度无关性[１１]等特点ꎬ在机器学习等诸多领域已有许多成功案例ꎬ
如采用马氏度量的人体身份识别(Ｐｅｒｓｏｎ Ｒｅ￣ｉｄｅｎｔｉｆｉｃａｔｉｏｎ) [１２]ꎬ基于马氏度量的农作物判别和差错检测

等[１３－１６] . 文献[１７]也提供了一种基于马氏度量的凸壳计算方法. 鉴于此ꎬ本文拟用马氏度量的椭圆凸壳

替换 ＬＧＥＰＳＶＭ的凸壳ꎬ以期提高训练和测试速度ꎬ该方法记为 ＭＬＧＥＰＳＶＭꎬ即在 ＧＥＰＳＶＭ产生两个拟合

超平面上ꎬ分别计算两个椭圆凸壳ꎬ再据此实现待测样本归类. 与 ＬＧＥＰＳＶＭ 相比ꎬ在归类过程中ꎬ只需计

算样本到椭圆凸壳中心的距离ꎬ能够实现批处理. 此外ꎬ由于每类样本的椭圆凸壳仅需存储中心和协方

差ꎬ可大大节省存储空间.
本文后继章节安排如下:第 １ 节简单回顾 ＬＧＥＰＳＶＭ 的工作原理及马氏度量性质ꎻ第 ２ 节详细介绍

ＭＬＧＥＰＳＶＭ的设计方法ꎻ第 ３节是实验ꎬ以 ＧＥＰＳＶＭ 和 ＬＧＥＰＳＶＭ 为比较对象ꎬ验证 ＭＬＧＥＰＳＶＭ 的具体

性能ꎻ第 ４节总结全文ꎬ并规划后续工作方向.

１　 相关工作

本节简要回顾一下本文的相关工作ꎬ并作符号说明.
１.１　 ＧＥＰＳＶＭ

设两类样本{ｘｉꎬｙｉ} ｎｉ＝１ꎬｘｉ∈Ｒｄꎬｙｉ∈{－１ꎬ１}ꎬ在输入空间上寻找两个超平面ꎬ
Ｐ ｉ:ｗＴｉ ｘ＋ｂｉ ＝ ０ꎬ　 ｉ＝ １ꎬ２ (１)

式中ꎬ(ｗｉꎬｂｉ)分别表示超平面的法向量和阈值.
以 Ａ、Ｂ记两类训练样本ꎬ以 Ｐ１ 为例ꎬ为使其距 Ａ类样本尽可能近ꎬ而距 Ｂ 类样本尽可能远ꎬＧＥＰＳＶＭ

的优化目标如下ꎬ

ｍｉｎ
(ｗ１ꎬγ１)

‖Ａｗ１－ｅｂ１‖２＋δ
ｗ１
ｂ１

２

‖Ｂｗ１－ｅｂ１‖２ . (２)

该优化问题可通过如下广义特征值问题求解ꎬ
Ｇｚ＝λＨｚ. (３)

式中ꎬＧ＝[Ａ　 －ｅ] Ｔ[Ａ　 －ｅ]＋δＩꎬＨ＝[Ｂ　 －ｅ] Ｔ[Ｂ　 －ｅ]ꎬｚ＝ (ｗＴꎬｂ) Ｔꎬｅ 是全为 １ 的列向量. δ(>０)是正则

化因子. 易知是由广义特征值问题(３)式的最小特征值对应的特征向量决定的. 可同理求解第二个平面.
１.２　 ＬＧＥＰＳＶＭ

在 ＧＥＰＳＶＭ的基础上ꎬＬＧＥＰＳＶＭ的主要任务是分别求解两个超平面的局部区域ꎬ即计算出这两类超

平面上的凸壳.
—６６—
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图 １　 ＬＧＥＰＳＶＭ 凸壳求解过程

Ｆｉｇ􀆰 １　 Ｉｌｌｕｓｔｒａｔｉｏｎ ｏｆ ｃｏｎｖｅｘ ｈｕｌｌ ｃｏｎｓｔｒｕｃｔｉｏｎ ｏｆ ＬＧＥＰＳＶＭ

为避免常规的二次规划求解ꎬ文中给出了一种

凸壳求解方法ꎬ以期提高凸壳的计算速度. 简述其

思想如下ꎬ图 １ 所示. 图中“ .”表示投影样本ꎬ记为

{φ１ꎬφ２ꎬ􀆺ꎬφｎ}ꎬｘ１ 和 ｘ２ 是距离最远两点ꎬ􀭳ｌ 是ｘ１ｘ２
→

上的法向量. 以 ｘ２ 为定点ꎬ寻找􀭳ｌ 与φｉｘ２
→

中的夹角最

小时所对应的投影点 φｉꎬ可通过ｍａｘ
φｉ∈φ
ａｒｃｃｏｓ (‹􀭳ｌꎬ

φｉｘ２
→› / ‹􀭳ｌ›􀅰‹φｉｘ２

→›)来完成ꎬ其中<􀅰ꎬ􀅰>表示内积ꎬ满
足此条件的 φｉ 作为下一个定点. 重复这一操作ꎬ直
到 ｘ２ 再一次被选为定点. 所有被选作定点均是凸壳

顶点.
文献[８]的算法迭代是以 ｘ１ 和 ｘ２ 皆为凸壳顶

点为前提的ꎬ但原文并未证明ꎬ本文以定理形式重述此结论ꎬ并在附录中给出严格证明.
定理 １　 点集中距离最远两点必为凸壳顶点.

１.３　 马氏度量特性

如前所述ꎬ马氏度量取得了很多成功应用ꎬ为方便下文描述ꎬ本节中简介回顾一下相关性质.
定义 １　 设 ｘꎬｙ 为空间 Ｒｎ 的 ｄ维向量ꎬΣ 为协方差矩阵ꎬ则称

‖ｘ－ｙ‖Ｍ ＝ (ｘ－ｙ) ＴΣ －１(ｘ－ｙ) (４)
为两向量的马氏距离.

由定义知ꎬ当 Σ 为单位矩阵时ꎬ此时马氏距离则退化为欧式. 文献[１７]亦给出了两者的转化关系ꎬ以
定理 ２记之.

定理 ２　 同一赋范线性空间中ꎬ欧式度量与马氏度量是距离保持的ꎬ其转换关系可表述为:
‖ｘ－ｙ‖Ｍ ＝‖Σ －１ / ２(ｘ－ｙ)‖２ . (５)

２　 ＭＬＧＥＰＳＶＭ 算法

以均值为中心ꎬ到中心的马氏距离为定长的动点轨迹是椭球面ꎬ在二维空间ꎬ则退化为椭圆. 三维空

间中ꎬ椭球面被二维平面所截形成的截痕为一个椭圆. 文献[１１]称ꎬ经过映射(如核映射)的多数样本更趋

向于分布在超椭球体上ꎬ并据此认为这是基于马氏度量分类器分类精度较高的原因之一.
２.１　 最小椭圆凸壳的计算

如前所述ꎬ马氏度量下的凸壳是一个超椭球面ꎬ相比于第二节描述 ＬＧＥＰＳＶＭ 的凸壳算法ꎬ椭圆凸壳

的计算更为简单ꎬ只需计算出样本的投影点在超平面的几何中心(即样本均值)和椭圆的半径ꎬ如此就可

减少训练时间. 具体做法是:以中心为定点ꎬ取投影点到中心的最大马氏距离 ｒ为半径ꎬ从而可获得超椭球

面. 该思想即为求解最小椭圆凸壳ꎬ定理 ３表述如下.
定理 ３　 设有 ｄ维离散点集 Ｘ＝{ｘ１ꎬｘ２ꎬ􀆺ꎬｘｎ}ꎬ记中心 μ在拟合超平面 Ｐ１:ｗＴｘ＋ｂ ＝ ０ 上的投影为 μｐꎬ

则以 μｐ 为定点ꎬμｐ 到 Ｘ最大的马氏距离 ｒ为半径的超椭球体ꎬ被 Ｐ１ 截得的超椭球面是 Ｐ１ 上投影点 Φ ＝
{φ１ꎬφ２ꎬ􀆺ꎬφｎ}的最小椭圆凸壳.

证明　 设 ｒ＝ｍａｘ
ｘｉ∈Ｘ
‖μｐ－ｘｉ‖Ｍꎬｒ′＝ｍａｘφｉ∈φ

‖μｐ－φｉ‖Ｍꎬ有

∀ｘｉ∈Ｘꎬｒ≥‖μｐ－ｘｉ‖Ｍ

∀φｉ∈Φꎬｒ′≥‖μｐ－φｉ‖Ｍ

ｒｄ ＝ｍａｘＸｉ∈Ｘ
‖μｐ－Ｘ ｉ‖２ꎬｒ′ｄ ＝ｍａｘφｉ∈Φ

‖μｐ－φｉ‖２ .
(６)

由定理 ２ꎬ易证样本中距离 μｐ 最远点 ｘｍ(∈Ｘ)(长度为 ｒｄ)在超平面的投影是所有样本投影点中距离

μｐ 的最远点ꎬ长度即为 ｒ′ｄꎬ有 ｒｄ ＝ ｒ′２ｄ＋ｖ２ ꎬ其中ꎬｖ＝‖μｐ－Ｘｍ‖２ . 故ꎬｒｄ>ｒ′ｄ根据定理 ２ꎬ结合(６)式ꎬ有 ｒ>ｒ′＝
ｍａｘ
φｉ∈Φ
‖μｐ－φｉ‖Ｍꎬ则

—７６—
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∀φｉ∈Φꎬｒ≥‖μｐ－φｉ‖Ｍ . (７)
由(７)可知ꎬ以 μｐ 为中心ꎬｒ为半径的椭圆凸壳ꎬ可包含所有的离散点集ꎬ且是最小椭圆凸壳. 证毕.

在构造椭圆凸壳具体算法之前ꎬ先回顾一下点到超平面之间的马氏距离ꎬ以定理 ４记之.
定理 ４　 马氏度量下ꎬ空间中任一点 ｖ到超平面 ｗＴｘ＋ｂ＝ ０的距离为:

ｓ＝ ｜ｗ
Ｔｖ＋ｂ ｜

ｗＴΣｗ
. (８)

且其在平面上的投影为:

图 ２　 椭圆凸壳示例

Ｆｉｇ􀆰 ２　 Ｉｌｌｕｓｔｒａｔｉｏｎ ｏｆ Ｅｌｌｉｐｓｅ ｃｏｎｖｅｘ ｈｕｌｌ

表 １　 椭圆凸壳构造算法

Ｔａｂｌｅ １　 Ｅｌｌｉｐｓｅ ｃｏｎｖｅｘ ｈｕｌｌ ａｌｇｏｒｉｔｈｍ

输入:离散点集 Ｘ＝{ｘ１ꎬｘ２ꎬ􀆺ꎬｘｎ}ꎬ超平面 ｗＴｘ＋ｂ＝ ０
输出:椭圆凸壳半径 ｒꎬ投影点中心 ｕｐ

１.初始化 ｒ←∞ ꎬｅ 为元素全为 １的向量

２.计算 ｕ←Ｘｅ / ｎꎬΣ←∑ｉ
(ｘｉ－ｕ)(ｘｉ－ｕ) Ｔ / ｎ

/∗计算均值和协方差

３.由(９)计算投影 ｕｐ←ｕ－(ｗＴｕ＋ｂ)∑ ｗ / ｗＴ∑ ｗ
４.ＦＯＲ ｘｉ ＩＮ Ｘ ＤＯꎬ

５.Ｓ← (ｘｉ－ｕ) ＴΣ －１(ｘｉ－ｕ)
６.ＩＦ ｓ>ｒꎬＴＨＥＮ ｒ←ｓꎬＥＮＤ ＩＦ
７.ＥＮＤ ＦＯＲ
８.ＲＥＴＵＲＮ ｕｐꎬｒ

表 ２　 点与凸壳距离计算

Ｔａｂｌｅ ２　 Ｃｏｍｐｕｔａｔｉｏｎ ｏｆ ｄｉｓｔａｎｃｅ ｂｅｔｗｅｅｎ ｄａｔａ
ｐｏｉｎｔ ａｎｄ ｃｏｎｖｅｘ ｈｕｌｌ

输入:点集 Ｘ＝{ｘ１ꎬｘ２ꎬ􀆺ꎬｘｎ}ꎬ超平面 ｗＴｘ＋ｂ＝ ０
输出:点到凸壳距离 ｄ０

１.初始化ꎬ计算协方差矩阵 Σꎬ中心点 μꎬ椭圆凸壳半径 ｒꎬＦｌａｇ←０ꎻ
２.按(９)式计算投影 ｘｐ←ｘ－(ｗＴｘ＋ｂ)∑ ｗ / ｗＴΣｗꎻ

３.计算 ｓ← (ｘｐ－ｕ) ＴΣ －１(ｘｐ－ｕ)
/∗Ｆｌａｇ＝ ＝ －１壳外ꎻＦｌａｇ＝ ＝ ０壳上ꎻＦｌａｇ＝ ＝ １壳内∗/
４.ＩＦ ｓ>ｒ ＴＨＥＮ Ｆｌａｇ←－１ꎬＥＮＤ ＩＦ
ＩＦ ｓ<ｒ ＴＨＥＮ Ｆｌａｇ←１ꎬＥＮＤ ＩＦ
５.ＩＦ Ｆｌａｇ＝ ０ ＯＲ Ｆｌａｇ＝ １ ＴＨＥＮ
　 ｄ０←｜ｗＴｘ＋ｂ ｜ / ｗＴΣｗ
ＥＬＳＥ
　 μｐ←μ－(ｗＴμ＋ｂ)Σｗ / ｗＴΣｗ

　 ｄ０← (ｕｐ－ｘ) ＴΣ －１(ｕｐ－ｘ) －ｒ
ＥＮＤ ＩＦ
６.ＲＥＴＵＲＮ ｄ０

ｖｐ ＝ ｖ－
(ｗＴｖ＋ｂ)Σｗ

ｗＴΣｗ
. (９)

由上述分析ꎬ椭圆凸壳算法描述如表 １所示.
以下介绍待测样本的分类依据ꎬ即需判断待测

样本与椭圆凸壳的位置关系.
２.２　 测试点到凸壳的距离计算

测试点与凸壳共有 ３ 种关系:(１)点在壳内ꎬ
(２)点在壳上ꎬ(３)点在壳外. 不同位置关系需要采

用不同方法计算测试点与凸壳距离. 同时ꎬ由于

ＬＧＥＰＳＶＭ中凸壳构造的实质是使用凸壳顶点的线

性组合构造出多边形凸壳ꎬ在某些情况下ꎬ会造成顶

点共线. 在此情况下ꎬ凸壳就从凸多边形退化为线

段. 而且在位置关系判断时ꎬ先设置一个预检测过

程ꎬ用来判断使用何种方法决定位置关系ꎬ如已判好

该测试点的投影位于壳外ꎬ还必须进一步计算出该

点与凸壳边界上的哪个线段距离近并找出距其最近

的点ꎬ再通过几何关系计算出点到凸壳距离. 然而ꎬ
在椭圆凸壳判别准则中ꎬ无需这一步骤ꎬ直接计算点

与投影中心的马氏距离即可. 如前所述ꎬＬＧＥＰＳＶＭ
时间复杂度为 Ｏ ( ｎｄ)ꎬ而本文的椭圆凸壳仅为

Ｏ(ｎ)ꎬ即由测试点个数决定.
测试点到凸壳的距离计算分两种情况:(１)测

试点在壳内或壳上ꎬ(２)测试点在椭圆壳外. 情形 １:
点到凸壳的距离等于点到超平面之间的马氏距离ꎻ
情形 ２:直接计算点到凸壳的马氏距离. 以上思想以

算法形式描述ꎬ表 ２所示.

３　 实验结果与对比分析

实验数据采用人工数据集和 ＵＣＩ 标准数据集ꎬ
在线性核和非线性核上均进行实验. 实验环境:
Ｗｉｎｄｏｗｓ１０操作系统ꎬ中央处理器为 Ｉｎｔｅｌ Ｃｏｒｅ(ＴＭ)
ｉ５－４２１０Ｍ ２.６０Ｈｚꎬ内 ４.００ＧＢ. 计算平台为 ＭＡＴＬＡＢ
Ｒ２０１６ａ.　
３.１　 椭圆凸壳示例

人工数据集是一个两类的三维样本ꎬ样本分布

如图 ２ 所示. 由 ＧＥＰＳＶＭ 产生出两个拟合超平面

后ꎬ分别计算两个椭圆凸壳 (图中所示的两个椭

圆)ꎬ直观地描述出了凸壳与投影点的位置关系ꎬ两
—８６—
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者均在同一平面上ꎬ验证了定理 ３以及算法 １的正确性.
３.２　 分类精度测试

本节实验数据除 ｃｒｏｓｓ２ｐｌａｎｅ外ꎬ其他均采用 ＵＣＩ 数据ꎬ其中 ｉｒｉｓ１２ 是 ｉｒｉｓ数据集的第一、二两类样本ꎬ
经 ＰＣＡ(Ｐｒｉｎｃｉｐｌｅ Ｃｏｍｐｏｎｅｎｔ Ａｎａｌｙｓｉｓ:主成分分析)降维获得. Ｃｒｏｓｓ２ｐｌａｎｅ 数据来自两个相互交叉直线分

布[４]ꎬ附加了均匀分布的随机噪声ꎬ用以验证 ＧＥＰＳＶＭ 类型分类器解决 ＸＯＲ 问题的有效性. 实验采用十

折交叉验证ꎬ通过“分类精度±标准差”报告实验结果ꎬ其中两者均是 １０次测试结果的平均值. 为进一步验

证 ＬＧＥＰＳＶＭ和 ＭＬＧＥＰＳＶＭ的差异ꎬ对两者的 １０次分类结果进行了 ｔ－检验ꎬ显著水平取 ０.０５ꎬ检验统计

量采用 ｐ￣ｖａｌｕｅ记录ꎬ即当 ｐ￣ｖａｌｕｅ<０.０５ꎬ表示二者存在显著差异ꎬ下表中以“∗”标记. 分别采用了线性核

和高斯核ꎬ分别统计在表 ３和 ４中ꎬ其中表 ３是线性核实验结果.
表 ３　 线性核下 ３ 种算法的分类精度比较

Ｔａｂｌｅ ３　 Ｃｏｍｐａｒｉｓｏｎ ｏｎ ａｃｃｕｒａｃｙ ｏｆ ｔｈｒｅｅ ｌｉｎｅａｒ ｃｌａｓｓｉｆｉｅｒｓ

Ｄａｔａ ＧＥＰＳＶＭ ＬＧＥＰＳＶＭ ＭＬＧＥＰＳＶＭ Ｐ￣ｖａｌｕｅ

Ｃｒｏｓｓ２ｐｌａｎｅ ２００×２ ９９.５０±１.１２ ９９.５０±１.１２ ９９.５０±１.５８ ０.０８８ １　 　
Ｍｏｎｋ２ ４３２×６ ５６.２８±６.２３ ６９.１７±６.４１ ８０.００±１６.２５ ０.０７３ ５
Ｍｏｎｋ３ ４３２×６ ８０.３８±３.９７ ８０.７３±４.４１ ８１.００±１８.２３ ０.９６４ ９

Ｍｕｓｋｃｌｅａｎ ６ ５９８×１６６ ３８.７９±１.５２ ５１.０９±１.２０ ８１.３４±２０.３３ ０.００８ ８∗

Ｗａｖｅｆｏｒｍ ５ ０００×２１ ６０.６２±０.５６ ５９.６６±０.５２ ９１.００±１.２９ ６.０７４ ０Ｅ－１７∗

Ｐｉｍａｄａｔａ ７６８×８ ７０.７１±３.４４ ６８.３７±０.２１ ７１.５４±６.１４ ０.１８３ ４
Ｉｒｉｓ１２ １００×２ １００.００±０.００ １００.００±０.００ ９８.００±４.２２ ０.１６７ ９

　 　 在表 ３中ꎬ数据集大小为 ｎ×ｍꎬ其中 ｎ为样本数ꎬｍ为样本维度ꎬ粗体数据为 ３种分类器中的最高分类

精度. ＭＬＧＥＰＳＶＭ 不仅能够保持与 ＬＧＥＰＳＶＭ 相当的分类精度ꎬ甚至在一些样本上分类性能要优于

ＬＧＥＰＳＶＭ和 ＧＥＰＳＶＭ. 在 ｗａｖｅｆｏｒｍ数据集上ꎬＭＬＧＥＰＳＶＭ的分类准确率相比较于其他两者ꎬ有相当大幅

度的提升. 说明在线性核中ꎬＭＬＧＥＰＳＶＭ 相较于 ＬＧＥＰＳＶＭꎬ有着更加优越的分类性能. 大多数数据ꎬ３ 个

分类器的分类精度相当ꎬ说明 ＭＬＧＥＰＳＶＭ 在提升 ＬＧＥＰＳＶＭ 性能同时ꎬ继承了 ＧＥＰＳＶＭ 原有的优点. 然
而ꎬ表 ３同时也反映出 ＭＬＧＥＰＳＶＭ的标准差较大ꎬ表现出算法存在不稳定性ꎬ可能是由于此时协方差阵加

了扰动以达到矩阵正定所致. 例如在 ｍｏｎｋ３ 数据集中ꎬ三者性能相似ꎬ但 ＭＬＧＥＰＳＶＭ 标准差远高于其他

两者. 图 ３直观地展示了 ３种分类器的分类效果.

图 ３　 ３ 种分类器在不同维度数据集的比较

Ｆｉｇ􀆰 ３　 Ａｃｃｕｒａｃｙ ａｓ ｄｉｍｅｎｓｉｏｎ ｉｎｃｒｅａｓｉｎｇ ｉｎ ｃｌａｓｓｉｆｉｅｒｓ

表 ４是 ３种方法在 ＵＣＩ 数据上的实验结果. 采
用经验核映射ꎬ选择高斯核ꎬ核参数在{１０ｉ ｜ ｉ ＝ －１ꎬ
－２ꎬ－３}范围内选取ꎬ按文献[４ꎬ８]ꎬ在训练集中随机

取 ５％作为验证集ꎬ用于调整参数ꎬ最终保存验证集

上分类精度的最高时对应的参数为本轮验证参数ꎬ
重新训练分类器ꎬ并据此获得分类精度. 如表 ４ 所

示ꎬＭＬＧＥＰＳＶＭ 较之 ＧＥＰＳＶＭ 和 ＬＧＥＰＳＶＭ 表现不

俗ꎬ尤其是数据集 Ｃｈｅｃｋｄａｔａ 中较为明显. 值得注意

的是ꎬ在高斯核上ꎬＭＬＧＥＰＳＶＭ 在 Ｗａｔｅｒｄａｔａ 的准确

率虽低于 ＧＥＰＳＶＭꎬ但在线性核上却表现优异ꎬ这也

再次验证了核选择能够直接影响到分类精度.
表 ４　 高斯核下 ３ 种算法的分类精度比较

Ｔａｂｌｅ ４　 Ｃｏｍｐａｒｉｓｏｎ ｔｈｒｅｅ ｃｌａｓｓｉｆｉｅｒｓ ｉｎ Ｇａｕｓｓｉａｎ Ｋｅｒｎｅｌ

Ｄａｔａ ＧＥＰＳＶＭ ＬＧＥＰＳＶＭ ＭＬＧＥＰＳＶＭ

ＢＵＰＡ ３４５×６ ６３.４１±３.２９ ６４.３９±２.１９ ６７.８５±１２.５９
Ｗａｔｅｒ １１６×３８ ６８.２２±８.１５ ６６.４９±１０.２０ ５９.６４±１１.３０
Ｃｈｅｃｋｄａｔａ１０００×２ ５５.６１±５.３３ ５５.８８±４.７６ ７６.７７±１４.５２
Ｐｉｍａ ７６８×８ ４５.０８±４.２３ ５２.９６±２.９７ ５４.０４±１０.３９
ＷＰＢＣ １９４×３２ ６４.３２±５.８３ ７４.２１±３.９０ ５２.５０±５.２７

—９６—
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表 ５　 ＧＥＰＳＶＭꎬＬＧＥＰＳＶＭꎬ以及 ＭＬＧＥＰＳＶＭ 时间比较

Ｔａｂｌｅ ５　 Ｔｉｍｅ ｃｏｍｐａｒｉｓｏｎ ｏｎ ＧＥＰＳＶＭꎬＬＧＥＰＳＶＭ ａｎｄ
ＭＬＧＥＰＳＶＭ ｏｎ ｍｕｓｋｃｌｅａｎ ｄａｔａ

算法 平均分类时间 分类精度±标准差

ＧＥＰＳＶＭ ０.３１９７ ３８.７９±１.５２

ＬＧＥＰＳＶＭ １.１６７７ ５１.０９±１.２０

ＭＬＧＥＰＳＶＭ ０.６２４０ ８１.３４±２０.３３

　 　 如前文所述ꎬＭＬＧＥＰＳＶＭ 的一大特点或是对

ＬＧＥＰＳＶＭ改进的方面就是在分类时间上. ＬＧＥＰＳＶＭ
分类性能上的提升需要以时间为代价[８]ꎬ这也是

ＭＬＧＥＰＳＶＭ需要突破的地方. 本实验使用 ＵＣＩ 数据

集 ｍｕｓｋｃｌｅａｎꎬ该数据集有两类样本点ꎬ６５９８ 个样本ꎬ
１６６维. 在交叉验证过程中ꎬ先对每折的 １０ 次验证计

算平均时间ꎬ再对十折的总时间再取一次平均ꎬ得出

最终的分类时间. 实验使用 ｍａｔｌａｂ命令 ｔｉｃ和 ｔｏｃ记录训练时间和分类时间ꎬｔｉｃ为开始计时ꎬ并在 ｔｏｃ 处结

束计时.
由表 ５知ꎬＬＧＥＰＳＶＭ的分类时间约为 ＧＥＰＳＶＭ的 ３.６ 倍ꎬ时间成本较高ꎬ而 ＭＬＧＥＰＳＶＭ 的分类时间

仅为 ０.６２４ ｓꎬ在运算速度上相比于 ＬＧＥＰＳＶＭ提升了 １.８７倍. 由表 ３知ꎬＭＬＧＥＰＳＶＭ在 ｍｕｓｋｃｌｅａｎ 上的分

类精度远高于 ＧＥＰＳＶＭ和 ＬＧＥＰＳＶＭ. 由于 ＭＬＧＥＰＳＶＭ 与 ＬＧＥＰＳＶＭ 相似ꎬ在分类中仍然需要针对每一

个测试点在判别过程中计算一次位置关系ꎬ导致无法进行批量运算ꎬ所以分类速度上仍比 ＧＥＰＳＶＭ慢. 但
是在空间上ꎬＭＬＧＥＰＳＶＭ相较于 ＬＧＥＰＳＶＭ和 ＧＥＰＳＶＭ的开销更小.

４　 结论

本文基于马氏度量提出一种新的最小凸壳算法ꎬ简化 ＬＧＥＰＳＶＭ 的分类规则ꎬ并给予相关证明. 实验

得出 ＭＬＧＥＰＳＶＭ分类性能不仅与原 ＬＧＥＰＳＶＭ相当ꎬ而且在某些数据集上表现更加优越. 不仅如此ꎬ较之

ＬＧＥＰＳＶＭꎬＭＬＧＥＰＳＶＭ有着更快的分类速度. 同时ꎬ由于椭圆凸壳只需存储样本均值和协方差ꎬ有利于降

低存储开销. 由实验结果知ꎬＭＬＧＥＰＳＶＭ分类过程中存在较大标准差问题ꎬ我们需要在后继工作中加以改

进ꎬ根据文献[１８]提到的一种凸壳收缩方法ꎬ希望能够据此在已有凸壳算法基础上ꎬ进一步完善凸壳的设

计方法及拓宽到更多的应用领域.
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